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煤棚表面风压的多尺度长短期记忆

神经网络预测方法
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摘    要：风荷载是影响大跨度空间结构安全性和稳定性的关键因素之一，因此研究结构表面风压对煤棚结构设

计具有重要意义。风洞试验是获取煤棚结构表面风压的主要方法，但其存在成本较高和耗时较长的问题。利用

风洞试验积累的大量数据发展风压快速预测方法是目前的研究热点之一。该文以长短期记忆 (Long Short-Term
Memory，LSTM)神经网络为基础，建立了煤棚结构风压时序预测模型，该模型利用高斯平滑将实验数据分为

光滑数据和脉动数据，进而分别训练大尺度网络和小尺度网络。结果表明：所提出的多尺度网络预测模型可以

实现对煤棚表面风压的快速预测，且相比于传统 LSTM神经网络，多尺度 LSTM神经网络具有误差小、精度高

等优势。因此，基于 LSTM的多尺度神经网络可以为煤棚等大跨空间结构表面风压提供依据。
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Abstract:  Wind  loading  is  a  crucial  factor  affecting  the  safety  and  stability  of  long-span  space  structures.
Therefore, studying the surface wind pressure is important for the design of coal shed structures. The wind tunnel
test is the main method for obtaining the surface wind pressure of coal shed structure. However, it is associated
with  high  costs  and  time-consuming  procedures.  One  of  the  current  research  hotspots  to  develop  a  rapid  wind
pressure prediction method is adopting the large amount of data accumulated from wind tunnel test. In this study,
a time series prediction model for coal shed structure wind pressure is thusly established upon Long Short-Term
Memory (LSTM) neural network. The model utilizes Gaussian smoothing to divide experimental data into smooth
and  pulsating  data,  and  then  trains  large-scale  and  small-scale  networks  separately.  The  results  show  that  the
multi-scale network prediction model proposed can achieve the rapid wind pressure prediction on the surface of
coal  shed.  Compared  to  traditional  LSTM neural  network,  the  multi-scale  LSTM neural  network  demonstrates
advantages  such  as  lower  error  and  higher  accuracy.  Therefore,  the  multi-scale  network  based  on  LSTM  can
provide a basis for predicting surface wind pressure for long-span spatial structures such as coal sheds.
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随着技术、经济和文化的发展，建筑结构逐渐

向高耸化、轻质化、大跨度的方向发展，被应用

于体育场馆、工业厂房、车站等领域[1]。大跨空间

结构也成为了近三十多年来发展最快的结构形式

之一。由于大跨度结构的特殊性与风作用机理的

复杂性，大跨度结构的风致效应十分复杂，因此

风荷载影响分析是大跨度结构设计的一个重要方

面，是此类结构设计的主控荷载之一[2]。

煤棚是典型的大跨度空间结构，具有质量轻、

刚度弱、阻尼小等特点，因此对煤棚表面的风荷

载和风压分布的研究具有重要意义[3 − 5]。目前研究

煤棚表面风荷载特性的方法主要有风洞试验和数

值模拟，其中比较流行的是数值模拟与风洞试验

相结合，以得到更好的相互验证效果[2]。但是当利

用风洞试验进行更为精细化的研究时，还存在一

些问题；结构表面脉动风压的分析需要选用计算

量较大的大涡模拟技术，因此面临着计算量和计

算精度难以平衡的问题[2 − 5]。而且从大跨度空间结

构的未来发展考虑，有必要研究非线性分析方法

去分析和解决建筑抗风与稳定问题[2]。

随着计算机性能的提升和大数据方法的发展，

深度学习方法凭借其非线性表征能力已经广泛应

用于自然语言处理等许多领域[6]。随着数据库技术

的发展及其在结构抗风领域的应用，将已有的研

究数据与数据挖掘相结合对既有数据进行处理和

应用成为一种趋势[7]。

循环神经网络 (Recurrent neural network, RNN)
相比一般的神经网络来说，考虑到了时间序列的

相关性，能够处理序列变化的数据。但是 RNN的

长期记忆能力有限，在长序列训练过程中可能出

现梯度消失和梯度爆炸等问题[8 − 11]。长短期记忆

(Long short-term memory, LSTM)神经网络是 RNN
的一种变体，弥补了其可能出现的问题，在处理

前后相互关联的时序数据时处于相对优势的地位[6]。

CHEN等[12] 基于美国 NIST低矮房屋数据库，利用

人工神经网络，对低矮双坡屋盖结构的平均风压

和脉动风压进行了预测。傅继阳等[13] 采用模糊神

经网络预测了大跨度屋盖结构风压分布。苏宁等[7]

建立了脉动风荷载参数的广义回归神经网络预测

模型，建立了基于人工神经网络预测的抗风设计

基本框架。WENG等[14] 提出了一种基于机器学习

的低层非孤立建筑风压预测模型 (ML-WPP)和一

种时程插值方法，凭借 ML-WPP的优势减少了对

物理风洞测试的依赖。LANG等[15] 提出了一种改

进的射频法用于风压预测，而且进一步的应用表

明，改进后的模型可用于其他大跨度建筑风洞试

验的风压分布预测。

此外，入射风向角、风湍流特性、上游地形粗

糙度和周围环境等因素都会影响大跨度屋顶结构

的风压分布，这些因素也会对数据的分析造成干

扰。对于这种多因素叠加会加强噪声的数据，需

要使用一些新的技术，例如多尺度方法来提高数

据分析和模型的预测精度[16]。多尺度方法通过在

不同尺度上对数据进行分析，可以更全面地理解

数据的特征和结构，在一些领域得到了应用，例

如信号处理、图像处理、模式识别等领域。CHEN
等[17] 提出了一种融合双向长短期记忆网络和多域

分层解码的多尺度融合卷积神经网络，获得了综

合能源系统数据的多尺度特征。LIN等[9] 结合了时

间窗、多尺度序列和 LSTM结构的应用，提高了

预测精度，提出了一种数据驱动框架来估计复杂

系统的规则语言。岳杰顺等 [16] 以一维卷积网络

(1DCNN)为基础，构建了一种编码—解码型网络

结构，提出了一种多尺度深度学习网络。

因此，本文采用基于 LSTM神经网络的预测

方法针对煤棚结构的表面风压开展了研究，并提

出了一种多尺度神经网络预测模型。本文研究内

容如下：首先介绍了 LSTM模型和相关计算公式；

其次介绍了风洞试验、模型设计与数据集的构建；

然后对模型的预测结果进行了分析与讨论；最后

进行了总结和展望。 

1    LSTM神经网络

LSTM神经网络是一种特殊的 RNN模型，是

对传统 RNN的改进，既具备长期记忆，又具备短

期记忆，通过“门”控制将两者结合起来，这种

特殊的结构设计可以有效避免长期依赖问题，因

而更加稳定和适用[9]，LSTM模型结构如图 1所示。

xt ht Ct

LSTM的隐藏单元用于存储和传递信息，有

3个门，分别为输入门、输出门和遗忘门，通过这

些结构可以确定输入信息中的哪些数据将会被遗

忘、保留和输出[9]。将 t时刻隐藏层中的输入和输

出向量分别定义为 和 ，记忆单元为 ，LSTM
的前向计算过程见式 (1)~式 (6)。

遗忘门决定了记忆单元需要丢弃的信息：

ft = σ(Wf · [ht−1, xt]+ bf) (1)
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输入门决定需要更新的信息，并将此时产生

的新信息加入到记忆单元中：

it = σ(Wi · [ht−1, xt]+ bi) (2)

C̃t = tanh(Wc · [ht−1, xt]+ bc) (3)
更新当前时刻记忆单元的内容，形成新的记忆：

Ct = ft ⊙Ct−1+ it ⊙ �Ct (4)
输出门确定记忆单元需要输出的信息：

ot = σ(Wo · [ht−1, xt]+ bo) (5)

ht = ot · tanh(Ct) (6)

σ W b
tanh Ct

ht−1 ht

xt

式中：下标 i、f、o分别为输入门、遗忘门、输出

门； 为非线性激活函数； 为权重矩阵； 为偏

置矩阵； 为双曲正切函数； 为记忆单元；

和 为上一时刻和当前时刻 LSTM细胞输出；

为当前时刻网络的输入。 

2    模型设计与数据集的构建
 

2.1    风洞试验

本研究以某实际煤棚为背景，在风洞中进行

缩尺模型的测压试验，试验在石家庄铁道大学风

工程研究中心 STU-1风洞实验室低速试验段内进

行，低速试验段宽 4.4 m、高 3.0 m、长 24.0 m，

最大风速达 30.0 m/s。实际煤棚长 640 m、宽 206 m、

高约 52 m，模型的几何缩尺比为 1∶250，本研究

共在 578个位置布置了双面测压点，其中煤棚顶

部 518个位置布置了测点，山墙 118个位置布置了

测点，天窗 42个位置布置了测点，模型测点总数为

1356个。安装在风洞中的试验模型如图 2所示。
 
 

图 2    风洞试验模型

Fig. 2    Wind tunnel test model
 

 

试验工况为 B类地貌有干扰，试验自由来流

风速为 10 m/s，压力扫描阀的采样频率为 330 Hz，
采样时间为 30 s。试验定义来流由垂直于网壳煤棚

长轴方向为 0º风向角，以 10º风向角为间隔逆时针

旋转。风向角范围 0°~360°，定义如图 3所示，风

向角用 θ表示。
 
 

0°

90° 270°

180°

 

待测模型

干扰模型

θ

图 3    风向角定义

Fig. 3    Definition of wind direction angle
 

  

2.2    模型设计

本研究基于开源 Tensorflow库搭建 LSTM网络

框架，对处理好的数据进行网络训练。引入Dropout
层减少模型过拟合，提高模型的泛化能力，因此

该网络模型的隐藏层包含 2个 LSTM层、 2个
Dropout层和 1个 Dense层。共设置 4个模型，具

体结构如表 1所示。本研究是对单变量进行时序

预测，为了保证 LSTM模型的准确性与鲁棒性，

分别测试了 20、40与 60三种时间步长下的时序

预测，LSTM模型的超参数选取如下：

① 优化器：选择 Adam优化器；

② 学习率：对每个模型都设置 4个学习率，分

别是 0.001、0.002、0.003与 0.004；
③ 批大小：batch size设置为 64；
④ 训练轮数：针对不同的学习率设置不同的

训练轮数 epoch。
为了进一步提高模型预测的精确性，将试验

 

+

×

×

×

LSTM
cells

LSTM
cells

···

···

···

遗忘门

输入门 输出门

ht

x1 xt

xt

h0 ht−1

C0 Ct−1

ht

Ct

Ct−1
Ct

htht−1

x0

h1 hth0

ft it Ct ot

tanh

tanh

σ σ σ

LSTM
cells

图 1    LSTM模型结构

Fig. 1    Structure of LSTM model
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数据通过高斯平滑方法处理为光滑部分和脉动部分，

进而针对两部分数据分别建立不同尺度的 LSTM
网络进行训练和预测。
 
 

表 1    LSTM模型分类

Table 1    Classification of LSTM model
 

模型
第1层LSTM
记忆体个数

Dropout
第2层LSTM
记忆体个数

Dropout

模型1 100 0.3 100 0.3

模型2 80 0.2 80 0.2

模型3 80 0.2 100 0.3

模型4 100 0.3 80 0.2
 

2.3    数据集建立

本研究所用的煤棚数据来源于风洞试验，经

处理后画出不同风向角下的体型系数云图。根据

不同风向角的云图、规范等，最终部分典型测点

构建数据集。一个测点共有 9900组数据，为了使

训练效果更好，经处理后选择 1650组数据构建数

据集。将构建好的数据集按照 8∶1∶1的比例分

为训练集 (0, 1250)、验证集 (1251, 1450)和测试集

(1451, 1650)。 

2.4    模型的评价指标

为了更好地判断模型的效果，本研究使用均

方误差 (Mean square error, MSE)作为模型调参的依

据 (损失函数)，均方根误差 (Root mean square error,
RMSE)和平均绝对误差 (Mean absolute error, MAE)
衡量模型预测效果的评价指标，计算公式如下：

MSE =
1
m

m∑
i=1

(yi− ŷi)2 (7)

RMSE =

■■
1
m

m∑
i=1

(yi− ŷi)2 (8)

MAE =
1
m

m∑
i=1

|yi− ŷi| (9)

yi �yi式中：m为样本总量； 为 i时刻的真实值； 为

i时刻的预测值。 

3    预测结果分析
 

3.1    单个测点的预测结果 

3.1.1    单 LSTM预测结果

利用选择的典型测点数据对单 LSTM模型进

行训练，不同时间步下验证集与测试集的误差对

比如图 4(a)~图 4(c)所示。选择不同时间步下的最

优模型，绘制测试集的真实值与预测值对比图，

如图 5(a)~图 5(c)所示。观察拟合结果，可以看出

单 LSTM模型在大多数点上的拟合效果优秀。模

型真实值与预测值相差较小，振幅随时间变化较

为吻合，预测效果较好。
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图 4    不同时间步长的单 LSTM模型的误差对比-单点

Fig. 4    Comparison of errors of single LSTM models at
different time steps-single point
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3.1.2    多尺度神经网络预测结果

为了进一步提高模型的预测精度，首先利用

高斯平滑方法将实验数据处理为光滑部分和脉动

部分，然后分别建立不同尺度的 LSTM模型进行训

练。大尺度神经网络测试集训练结果分别如图 6(a)~
图 6(c)，由图 6可以看出大尺度神经网络对光滑部

分的预测效果优秀，能够更好地预测极值点的变

化趋势，模型真实值与预测值相差较小，振幅随

时间变化吻合。

不同时间步长下的小尺度网络测试集训练结

果分别如图 7(a)~图 7(c)，由图 7可以看出 LSTM
模型捕捉到了曲线的变化趋势，对于小幅度震荡

和幅值的预测效果也较好。 

3.1.3    结果对比

单 LSTM预测模型和多尺度神经网络预测模型

在不同时间步长下测试集的误差对比结果如图 8(a)~
图 8(c)所示，并绘制模型训练后测试集的真实值

与预测值对比图，如图 9(a)~图 9(c)所示。结合图 8
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图 5    不同时间步长的单 LSTM模型的预测结果-单点

Fig. 5    Prediction results of single LSTM models at different
time steps-single point
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Fig. 6    Prediction results of large-scale neural networks at
different time steps-single point
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和图 9可以看出，相比于单 LSTM神经网络，多

尺度神经网络可以更加精确地捕捉风压突变、震

荡的频率和幅值，预测效果更优秀。 

3.2    多个测点的多尺度神经网络预测结果

多尺度神经网络模型在单个测点上的表现较

为优秀，因此在此基础上，结合多个测点对结构

表面风压进行预测。单个 LSTM预测模型和多尺

度神经网络预测模型在不同时间步长下的测试集

误差对比结果如图 10(a)~图 10(c)所示，训练后的

真实值与预测值对比如图 11(a)~图 11(c)所示。结

合图 10和图 11可以看出，相比于单个 LSTM神

经网络，多尺度神经网络模型的 RMSE和 MAE
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Fig. 7    Prediction results of small-scale neural networks at
different time steps-single point
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图 8    不同时间步长的两种神经网络误差对比-单点

Fig. 8    Comparison of errors of two types of neural networks
at different time steps-single Point
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更小，预测效果更优秀，因此多个测点的风压预

测具有可行性。
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Fig. 11    Comparison of prediction results of two types of
neural networks at different time steps-multiple points 

  

4    结论

本文基于 LSTM神经网络，提出了一种可用于

煤棚风压预测的多尺度神经网络预测方法，预测

了单个测点和多个测点两种情况下的风压，得到

的主要结论如下：

(1) 单 LSTM网络和多尺度 LSTM网络模型都
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图 9    不同时间步长的两种神经网络预测结果对比-单点

Fig. 9    Comparison of prediction results of two types of neural
networks at different time steps-single point
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Fig. 10    Comparison of errors of two types of neural networks
at different time steps-multiple points
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能较好的逼近和预测风压；

(2) 与单 LSTM网络相比，多尺度 LSTM网络

所获得的 RMSE和MAE更低；

(3) 多尺度 LSTM网络预测模型针对风压突变、

震荡的频率和幅值的预测更加精确。
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