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摘要:气动力是影响桥梁结构稳定性和安全性的关键因素之一,其演化规律受其自身非定常特性和

计算机精度的影响,很难实现长时间预测。准确预测桥梁结构的气动力特性对结构设计和振动控

制具有重要意义。风洞试验和数值模拟是目前气动力研究中应用最广泛的方法,但风洞试验成本

高,且难以模拟复杂风场条件,数值模拟对计算资源又具有强依赖性。因此,为了实现计算量和计

算精度的平衡,利用长短期记忆(LongShort-term Memory,LSTM)网络开发了一种不同风攻角

桥梁非定常气动力时序预测模型。该模型以不同风攻角下0~n时刻的气动力系数为输入,以n+
1时刻的气动力系数为输出。首先,基于开源Tensorflow库构建LSTM 网络框架;其次,基于3°、

4°和5°三个风攻角的桥梁主梁非定常气动力数值模拟结果构建训练集和测试集,并进行模型训练;
最后,利用训练好的模型基于风攻角分布进行内插和外推预测。在内插预测时,基于风攻角为3°
和5°时的气动力系数构建数据集对模型进行内插训练,对风攻角为4°时的气动力系数进行预测。
在外推预测时,基于风攻角为3°和4°时的气动力系数构建数据集对模型进行外推训练,对风攻角

为5°时的气动力系数进行预测。结果表明:LSTM 预测结果与数值模拟结果随时间变化的轨迹、
振幅和周期基本一致,验证了所构建模型的预测能力。为了进一步验证模型的泛化性,使用已经训

练好的LSTM外推预测模型对风攻角为0°和-3°时的气动力系数进行预测,结果显示该模型可以

较好地预测原始结果。因此,该算法在桥梁结构非定常气动力预测中具有应用潜力,可为工程应用

提供技术支持。
关键词:桥梁工程;气动力系数;长短期记忆;风攻角;深度学习
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Abstract:Aerodynamicforceaffectsthestabilityandsafetyofbridgestructuressignificantly.



Theunderstandingofitsevolutionisinfluencedbyitsunsteadycharacteristicsandbycomputer
accuracy,makingitdifficulttoachievelong-termpredictions.Theaccuratepredictionofthe
aerodynamicpropertiesofbridgestructuresisessentialforstructuraldesignandvibration
control.Windtunneltestsandnumericalsimulationsarecurrentlythemostwidelyusedmethods
inaerodynamicresearch.However,windtunneltestsareexpensive,simulatingcomplexwind
fieldconditionsisdifficult,and numericalsimulationsdependstrongly oncomputational
resources.Therefore,toachieveabalancebetweencomputationalvolumeandcomputational
accuracy,inthisstudy,anunsteadyaerodynamictime-seriespredictionmodelforbridgesat
differentanglesofattackwasdevelopedusingalongshort-termmemory(LSTM)network.For
themodel,aerodynamiccoefficientsof0tonmomentsunderdifferentwindattackangleswere
theinputandtheaerodynamiccoefficientsofthen+1momentsweretheoutput.First,anLSTM
networkframeworkwasconstructedbasedontheopen-sourceTensorFlowlibrary.Second,

trainingandtestsetswereconstructedbasedonthenumericalsimulationresultsoftheunsteady
aerodynamicforcesonabridgeatthreeanglesofattack(3°,4°,and5°),andthemodelswere
trained.Finally,intheinterpolationprediction,adatasetwasconstructedfromtheaerodynamic
coefficientsatanglesofattackof3°and5°totrainthemodel,andtheaerodynamiccoefficientof
4°waspredicted.Forextrapolationprediction,adatasetwasconstructedfromtheaerodynamic
coefficientsatanglesofattackof3°and4°totrainthemodel,andtheaerodynamiccoefficientof
5°waspredicted.TheresultsshowthattheLSTMpredictionresultsarebasicallyconsistentwith
thetrajectory,amplitude,andperiodofthenumericalsimulationresultsovertime.Toverifythe
generalizationofthemodelfurther,thetrainedLSTMextrapolationpredictionmodelwasusedto
predicttheaerodynamiccoefficientsatanglesofattackof0°and3°.Theresultsshowthatthe
modelcanpredicttheoriginalresultsbetter.Therefore,thisalgorithmhaspotentialapplications
inpredictingtheunsteadyaerodynamicsofbridgestructuresandcanprovidetechnicalsupportfor
engineeringapplications.
Keywords:bridgeengineering;aerodynamiccoefficient;longshort-termmemory;windattackan-
gle;deeplearning
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0 引 言

大跨度桥梁越来越倾向于轻柔化发展,但由于

风振现象的影响,部分桥梁结构容易受到破坏[1]。
桥梁的风致振动破坏往往涉及多种复杂流动现象,
如边界层、湍流和非定常特征等[2-3]。因此,研究桥

梁结构气动力特性是确保桥梁稳定性和耐久性的关

键因素,准确预测桥梁结构的气动力特性对结构设

计和振动控制具有重要意义。
目前,桥梁结构气动力特性的研究方法主要包

括风洞试验[4-7]和数值模拟[8-9]。风洞试验已经为气

动力特性的研究积累了大量的数据,但由于气动力

非定常特性的复杂性,仍需要针对不同结构及风攻

角进行特定的试验[10]。随着计算机性能的不断提

75第8期       刘庆宽,等:基于长短期记忆网络的桥梁非定常气动力预测



升,数值模拟方法因其可控的参数和条件被广泛应

用,已经成为桥梁结构气动特性研究的重要手段。
目前,数值模拟方法主要基于Navier-Stokes(N-S)
方程来模拟流场,但是在复杂工程设计中应用时,往
往面临着计算量和计算精度难以平衡的困境[11-12]。

随着计算机和大数据方法的发展,机器学习技

术[13-14]因其在解决高维、复杂和非线性问题中的出

色表现,逐渐被广泛应用于结构健康监测、建筑材料

和风能等工程领域[15-16]。Wang等[17]提出了一种知

识增强的深度神经网络用以模拟结构的非线性响

应,结果表明神经网络模型既保证了计算精度又提

升了计算效率。Zhai等[18]建立了一种能够有效识

别裂缝的卷积神经网络模型。Huang等[19]将反向

传播神经网络与本征正交分解方法相结合,提出了

可以预测高层建筑表面风压的模型,大大提升了风

洞试验的效率。Hu等[20]使用多种机器学习方法准

确预测了不同雷诺数和不同湍流强度下圆柱周围的

风压。Jin等[21]提出了一种融合卷积神经网络的数

据驱动模型,利用圆柱周围的压力来预测速度,预测

结果与数值模拟结果吻合良好。Li等[22]针对大跨

桥梁的涡振数据进行聚类分析,得到了速度场与涡

振模态的关系。李加武等[23]使用径向基神经网络

对桥梁的涡振性能进行预测,结果显示合理优化后

的神经网络模型具有高效、高准确率的特点。以上

研究表明,机器学习技术凭借其强大的非线性表征

能力在系统建模、损伤识别、荷载预测等方面均取得

了成功。
桥梁结构的非定常气动力属于非线性动力学问

题,其流动演变规律和气动力特性很难被长时间预

测,机器学习强大的算法为其气动力时序建模提供

了可能,因此如何利用已有高保真数据预测后续时

间序列的气动力是目前研究的热点之一。
循环 神 经 网 络(RecurrentNeuralNetwork,

RNN)[24]在时间序列数据建模方面有巨大潜力,但
对于具有长期时间依赖性的序列,RNN往往会遇到

梯度 爆 炸、梯 度 消 失 等 问 题[25]。LSTM(Long
Short-termMemory,LSTM)[26]架构被提出以解决

RNN的局限性,这种方法使用LSTM 细胞单元替

换RNN中的传统神经元,从而解决梯度爆炸和消

失的问题。

LSTM在非定常流动的预测和建模方面已有

广泛应用。张珍等[27]使用LSTM 网络进行了非定

常空化水翼表面压力预测,预测输出与大涡模拟结

果吻合较好。Li等[28]使用LSTM 方法将桥面运动

与运动引起的气动力相结合,建立了风桥耦合的降

阶模型。Li等[29]将 Newmark-β法融入LSTM,准
确预测了桥梁的颤振响应。Laima等[16]使用双向

循环神经网络开发了一种频域模型用于预测抖振响

应的功率谱,与传统的抖振分析方法相比,训练好的

神经网络模型预测精度更高、所需时间更短。以上

研究表明,LSTM 能够对非定常流动进行快速、准
确的预测和建模。

自然风一般以一定的角度作用于桥面,分为风

攻角和风向角[30],桥梁的气动性能对风攻角十分敏

感。风攻角不同,气流经过钝体断面后分离的剪切

层厚度也不同[31]。目前,不同风攻角下的气动力特

性研究主要来源于风洞试验和数值模拟[32-35],针对

风攻角进行气动力系数的建模可以提升传统方法的

效率。
因此,本研究采用LSTM开发了一种桥梁非定

常气动力时序预测模型,基于不同风攻角下的非定

常气动力数值模拟结果对构建的模型进行训练,并
通过内插预测和外推预测验证模型的预测精度和泛

化性能。本文研究内容如下:首先概述了LSTM模

型和本文所使用的气动力预测方法;其次介绍了数

值模拟的设置和结果,并介绍了LSTM 网络训练数

据集的构成;然后对模型预测结果进行分析与讨论;
最后进行了总结和展望。

1 基于LSTM 的气动力预测方法

1.1 长短期记忆网络模型

RNN将时间维度引入网络结构,适用于存在非

线性输入输出关系的时序预测,但是当输入数据的

序列变长时,反向传播更新参数会导致梯度消失、梯
度爆炸的问题。LSTM 能够有效缓解以上问题,更
加稳定和使用。

LSTM模型结构如图1(a)所示,相比于传统循

环神经网络,LSTM 引入了“记忆块”,解决了传统

循环神经网络梯度消失、梯度爆炸的问题,从而能够

有效处理长期依赖关系,捕捉气动力的非线性和随

机性等特征。每个“记忆块”包含输入门、遗忘门、输
出门3个门限,3个门限经过Sigmoid激活函数,使
门限的范围在0~1之间,其内部结构如图1(b)所
示。桥梁主梁气动力的非定常效应通过LSTM 的

循环结构和门控机制体现,LSTM 模型能够根据输

入的时程数据动态调整输出的时程数据。因此,本
文采用LSTM来预测作用于桥梁主梁的非线性非

定常气动力,具体计算公式如下
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图1 LSTM模型结构示意

Fig.1 SchematicofLSTM ModelStructure

it=σ(Wi·[ht-1,xt]+bi) (1)

ft=σ(Wf·[ht-1,xt]+bf) (2)

ot=σ(Wo·[ht-1,xt]+bo) (3)

Ct=ft×Ct-1+it×tanh(Wc·[ht-1,xt]+bc) (4)

ht=ot×tanh(Ct) (5)

σ(z)= 1
1+e-z

(6)

tanh(z)=e
z-e-z
ez+e-z

(7)

式中:it、ft、ot 分别为输入门、遗忘门、输出门;Ct 为

细胞态,表征长期记忆;ht 为记忆体,表征短期记

忆,属于长期记忆的一部分;Wi、Wf、Wo、Wc 分别为

LSTM细胞单元的权重矩阵;bi、bf、bo、bc 分别为

LSTM细胞单元的偏置矩阵;σ和tanh均为激活

函数。

LSTM的训练流程主要分为以下几个步骤,训
练流程如图2所示。

图2 LSTM训练流程

Fig.2 LSTMTrainingFlowChart
(1)定义网络结构与参数;
(2)初始化参数;

(3)读取数据并进行训练;
(4)验证预测值与真实值误差,若不满足要求,

则重复(1)~(4)步骤。

1.2 气动力预测方法

由于气动力的后段时程不仅与当前的结果有

关,还与过去的结果有关,因此利用LSTM 的记忆

效应预测未来时刻的气动力,以气动力系数前段时

程为输入,以后段时程为输出。假设ΦF=[C1F,C2F,
…,CM

F,…,CN
F]T 为模拟获得的气动力系数,选择前

M 个样本点作为训练集,基于此构建LSTM网络升

力系数训练集XL
train、YL

train和阻力系数训练集XD
train、

图3 输入-输出映射关系

Fig.3 Input-output
MappingRelationship

YD
train;选择 M 到 N

个样本点作为测试

集,基 于 此 构 建

LSTM 的升力系数

测试集和阻力系数

测 试 集 XL
test、XD

test。
模型输入和输入数

据之间的映射关系

如图3所示,具体表

达式如下所示

XLtrain=

C1L C2L C3L … CS
L

C2L C3L C4L … CS+1
L

︙ ︙ ︙ ︙

CM-S
L CM-S+1

L CM-S+2
L … CM-1

L

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
(M-S)×S

(8)

YL
train= CS+1

L CS+2
L CS+3

L … CM
L[ ]T1×(M-S) (9)

XDtrain=

C1D C2D C3D … CS
D

C2D C3D C4D … CS+1
D

︙ ︙ ︙ ︙

CM-S
D CM-S+1

D CM-S+2
D … CM-1

D

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
(M-S)×S

(10)

YD
train= CS+1

D CS+2
D CS+3

D … CS
D[ ]T1×(M-S) (11)

XLtest=

 

CM+1
L CM+2

L CM+3
L … CM+S

L

CM+2
L CM+3

L CM+4
L … CM+S+1

L

︙ ︙ ︙ ︙

CN-S
L CN-S+1

L CN-S+2
L … CN-1

L

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
(N-S-M)×S

(12)

XDtest=

 

CM+1
D CM+2

D CM+3
D … CM+S

D

CM+2
D CM+3

D CM+4
D … CM+S+1

D

︙ ︙ ︙ ︙

CN-S
D CN-S+1

D CN-S+2
D … CN-1

D

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
(N-S-M)×S

(13)

式中:N 为气动力系数数据集样本点总个数;M 为气动

力系数训练集样本点个数;S为LSTM模型输入时程
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步长。
为了 保 证 LSTM 模 型 的 准 确 性 和 鲁 棒 性,

LSTM模型 所 选 取 的 超 参 数 如 表1所 示。参 考

Zhang等[36]和 Wang等[37]对于LSTM 模型输入时

程序列长度的选取,对于小样本单变量的时序预测,
本研究分别测试了5、20、40三种输入时程步长。

表1 LSTM模型超参数

Table1 Hyper-parametersoftheLSTM Model

方法 参数

第1层LSTM 80 80 80

第2层LSTM 120 120 120

输入时程步长 5 20 40

优化器 Adam Adam Adam

学习率 0.001 0.001 0.001

批个数 60 60 60

训练轮次 200 200 200

1.3 模型评价指标

选择均方根误差(RootMeanSquareError,

RMSE)、平 均 绝 对 误 差 (Mean AbsoluteError,

MAE)和 平 均 相 对 误 差 (Mean RelativeError,

MRE)来评估模型的精确程度,计算公式如下

  SRMSE = 1
m∑

m

i=1

(yi-f(xi))2 (14)

SMAE = 1m∑
m

i=1
yi-f(xi) (15)

SMRE = 1m∑
m

i=1

yi-f xi( )

yi
(16)

式中:m 为样本数;yi为真实值;f(xi)为预测值。

2 数据集构建

为提升和测试模型的泛化性,选择不同攻角的

气动力系数作为训练和测试数据,分别计算风攻角

为3°、4°和5°时的桥梁结构气动力系数。基于不同

风攻角的气动力系数构建内插和外推预测数据集。

2.1 数值模拟设置及结果验证

2.1.1 非定常雷诺时均方法

不可压缩的Navier-Stokes(N-S)方程为

 ∂ui

∂xi
=0 (17)

 ∂ui

∂t+ (uj
∂ui

∂xj
)=-1ρ

∂p
∂xi
+v∂

2ui

∂x2j
(18)

式中:xi、xj 为笛卡尔坐标;t为时间;ui 为瞬时速度

的第i个分量;uj 为瞬时速度的第j个分量;p为瞬

时压强;ρ为密度;ν为运动黏度。
对N-S 方程进行时间平均可以得到不可压缩

的非定常雷诺时均(UnsteadyReynoldsAverage
Navier-Stokes,URANS)方程

∂ui

∂xi
=0 (19)

∂ui

∂t+ (uj
∂ui

∂xj
)=-1ρ

∂p
∂xi
+ ∂∂xj

(v∂
2ui

∂x2j
-u'

iu'
j ) (20)

对比式(18)、(20)可以看出,相比于原始 N-S
方程,URANS方程出现了一个多余项,即雷诺应力

u'
iu'

j,因此需要引入湍流模型将其封闭,本研究选取

k-ωSST湍流模型。

2.1.2 数值模拟设置

基于开源软件 OpenFOAM 平台进行数值模

拟,分别进行风攻角(α)为3°、4°和5°的二维桥梁结

构绕流数值模拟。计算域和边界条件如图4所示,
圆形计算域直径d=1500m,主梁高度D=3.5m,
宽度B=48m,流场的入口定义为速度入口,流速

U=1m·s-1,ν=3.5×10-4 m2·s-1,雷诺数为

Re=1×104,出口为零压力梯度出流边界,桥梁表面

为无滑移壁面边界条件,网格共计约124万,桥梁主

梁断面网格加密区域如图5所示。

图4 计算域及边界条件

Fig.4 ComputationalDomainandBoundaryConditions

图5 桥梁主梁断面网格加密区域

Fig.5 GridEncryptionAreaof
BridgeDeckSection
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2.1.3 数值模拟结果及验证

图6为不同风攻角下桥梁主梁断面周围平均压

力云图,可以直观地观察主梁断面压力的分布情况。
图7为不同风攻角下的湍动能(k)云图,反映了风绕

过断面时的涡流变化,其周围的涡旋结构显示断面

附近湍流强度更大。由图6、7可以看出:不同风攻

角下的主梁断面风压分布情况和尾流涡旋结构有着

明显的不同。因此,对桥梁结构的气动力进行预测

以及分析有助于深入了解流动机理,进而防止桥梁

结构破坏。

图6 不同风攻角下桥梁主梁断面平均压力云图

Fig.6 AveragePressureContourofBridgeDeckSectionUnderDifferentAnglesofAttack

图7 不同风攻角下桥梁主梁断面湍动能云图

Fig.7 TurbulenceEnergyContourofBridgeDeckSectionUnderDifferentAnglesofAttack

  为确保本数值模拟方法可靠,针对风攻角为3°
时的数值模拟和风洞试验气动力系数结果进行对比

验证,如表2所示。风洞试验在石家庄铁道大学

STU-1风洞的高速试验段进行,试验段宽2.2m,
高2m,最大风速大于80m·s-1,速度不稳定性、速
度场不均匀性和湍流强度均小于0.2%,方向场不

均匀性小于0.2°[35]。根据相似试验理论,风洞试验

雷诺数与数值模拟雷诺数在同一量级,且桥梁主梁

断面形状具有清晰的棱角,流体分离点较为固定,雷
诺数效应不明显。因此,采用基于缩尺的风洞试验

结果可以验证本研究中的数值模拟。结果显示,升
力系数相对误差为11.4%,阻力系数相对误差为

0.5%,证实了本数值模拟方法的准确性。基于此数

值模拟方法,进一步计算了风攻角为4°和5°时的桥

梁主梁气动力系数。
表2 风攻角为3°时的气动力系数对比验证

Table2 ComparativeVerificationofAerodynamic
Coefficientsof3°WindAttackAngle

系数类别
数值模拟

结果

风洞试验

结果
绝对误差

相对

误差/%

升力 0.249 0.281 0.032 11.4

阻力 1.303 1.297 0.006 0.5

2.2 气动力数据集构建

内插预测训练集选取风攻角为3°和5°时的气

动力系数,测试集选取风攻角为4°时桥梁的气动力

系数;外推预测训练集选取风攻角为3°和4°时桥梁

的气动力系数,测试集选取风攻角为5°时桥梁的气

动力系数。训练集气动力系数选取区间为URANS
数值模拟800~1900s的计算结果,测试集气动力

系数选取区间为URANS数值模拟800~2400s的

计算结果,构建数据集如表3所示。
表3 训练数据集

Table3 TrainingDataSet

预测类别 训练集 测试集

内插预测

外推预测

3°,800~1900s

5°,800~1900s

3°,800~1900s

4°,800~1900s

4°,800~2400s

5°,800~2400s

3 结果与分析

3.1 输入时程步长对预测结果的影响

不同输入时程步长下气动阻力系数(CD)预测

结果误差及训练用时如表4所示。结果表明,使用

LSTM模型进行内插预测时,输入时程步长分别为

5、20、40的预测误差接近,使用LSTM 模型进行外

推预测时,预测误差随着输入时程步长的增加而变

大。训练模型所用时间随着输入时程步长的增加而

变长。综合考虑计算精度和效率,本研究选取的输

入时程步长为5。

3.2 气动力系数内插预测结果

风攻角分布内的升力系数(CL)和阻力系数

(CD)预测结果如图8所示。由图8可以看出,LSTM
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表4 不同输入时间步长下预测误差及用时

Table4 PredictionErrorandTimeUnder
DifferentInputTimeSteps

预测

类别

输入时

程步长

训练

轮次
误差/%

训练

用时/s

内插

预测

外推

预测

5 200 2.2 16

20 200 2.0 32

40 200 2.0 65

5 200 2.3 13

20 200 2.7 34

40 200 4.5 56

图8 4°风攻角下内插预测结果

Fig.8 InterpolationPredictionResultsat
AngleofAttackof4°

模型预测结果与 URANS数值模拟结果随时间变

化的轨迹、振幅和周期基本一致,证明LSTM 模型

能够较好地预测一定范围下风攻角分布内的桥梁结

构气动力系数。

3.3 气动力系数外推预测结果

为了探究模型的外推预测性能,本文采用未充

分发展阶段至充分发展阶段的气动力系数作为外推

测试区间,风攻角分布外的升力和阻力系数预测结

果如图9所示。由图9可以看出,即使风攻角为5°
时气动力的周期和振幅变化较大,LSTM 模型仍能

够较好地预测一定范围下风攻角分布外的气动力系

数,并且模型对气动力未充分发展阶段到充分发展

阶段的过渡区间也能准确预测,由此可见,训练的

LSTM模型具有一定的泛化性能。

图9 5°风攻角下外推预测结果

Fig.9 ExtrapolationPredictionResultsat
AngleofAttackof5°

为进一步测试LSTM模型的泛化性能,使用外

推预测模型分别预测风攻角为0°和-3°时的气动力

系数,预测区间涵盖气动力未充分发展阶段和充分

发展阶段。其中,0°风攻角下气动力系数预测结果

如图10所示,预测时间段为800~2400s;-3°风攻

角下气动力系数预测结果如图11所示,预测时间段

为800~3000s。可以看出,外推预测模型能较准

确预测不同风攻角下的升力和阻力系数,所训练的

模型泛化性较强。但风攻角为-3°时的预测精度低

于风攻角为0°时的预测精度,证明随着外推风攻角

范围的增大,模型预测精度在一定程度上也会下降。

3.4 预测误差分析

由式(14)~(16)计算得出LSTM 模型预测结

果误差,如表5所示。气动力系数的预测误差是预

测值与真实值对比得到的结果,各个风攻角下的预

测误差为平行关系,因此,各个风攻角下的预测误差

具有可比性。对于内插预测,4°风攻角下的升力系

数和阻力系数平均相对误差分别为0.3%和2.2%;
对于外推预测,5°、0°和-3°三个风攻角下的升力系

数平均相对误差分别为1.6%、5.6%和5.9%,阻力

系数平均相对误差分别为2.3%、2.9%和3.6%。
经过对比,可以发现内插预测误差最低,外推预测误

差随着风攻角范围的推广而增加,但内插预测和外

插预测均能较好地重构出桥梁结构非定常气动升力
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图10 0°风攻角下外推预测结果

Fig.10 ExtrapolationPredictionResultsat
AngleofAttackof0°

图11 -3°风攻角下外推预测结果

Fig.11 ExtrapolationPredictionResultsat
AngleofAttackof-3°

和阻力系数,可以证明模型具有较强的泛化性。

4 结 语

(1)机器学习方法为传统风洞试验和数值模拟

表5 预测结果误差

Table5 PredictionResultError

预测

方式

风攻角/

(°)

系数

类别

均方根

误差

平均绝对

误差

平均相对

误差/%

内插

预测

外推

预测

4

5

0

-3

升力 0.001 0.001 0.3

阻力 0.018 0.014 2.2

升力 0.006 0.005 1.6

阻力 0.043 0.035 2.3

升力 0.116 0.092 5.6

阻力 0.027 0.025 2.9

升力 0.022 0.022 5.9

阻力 0.038 0.072 3.6

方法的发展提供了新思路,为充分利用积累的大量

试验和模拟数据,实现桥梁结构非定常气动力快速

预测,本文基于LSTM神经网络构建了一种不同风

攻角下的桥梁非定常气动力时序预测模型。
(2)基于不同攻角下的气动力系数 URANS结

果构建数据集,分别进行模型的训练、内插和外推预

测。结果表明,LSTM模型能够准确预测出与数值

模拟结果一致的气动力系数,针对不同风攻角也表

现出了较好的泛化性能,在保证计算精度的情况下

缩短了计算时间,可为桥梁结构气动力提供可靠的

预测。
(3)目前的LSTM模型数据集均来自亚临界雷

诺数分区内的模拟结果,在下一步的工作中,考虑进

行跨雷诺数分区的气动力系数预测,进一步提升

LSTM模型的泛化性,同时考虑将LSTM与降阶模

型相结合,发展非定常流场时序预测降阶模型,以捕

捉时间演化特征并预测未来时刻流场,进一步揭示

流动机理。
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